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Contributii in Invitarea Automati Probabilistici

de Sebastian-Adrian Ciobanu

Teza se ocupa de investigarea unei portiuni a teoriei in invatarea automata probabilistica ca sa
creeze noi modele/algoritmi. In acest proces, noi am stabilit niste elemente de baza pentru com-
punerea de noutati: distributii de probabilitate, modele/probleme probabilistice si relatii intre
modele, de exemplu, activarea/dezactivarea caracterului liniar/neliniar al modelului. Alegerea
unei distributii si a unui/unei model/probleme poate rezulta intr-o noud directie de cercetare
care poate fi augmentata cu directii in plus: a utiliza modelul intr-un context diferit decat cel
in care este utilizat In mod uzual sau a alege o relatie prin care poti transforma un model
intr-altul. Facand astfel, am obtinut cinci aplicatii, toate avand proprietati in comun, adica
fiecare creeazd un model/algoritm nou, utilizeazd estimarea in sensul verosimilititii maxime
pentru antrenare/invatare si are o parte de experimentare. Daca prima aplicatie se referd la
o abordare traditionala pentru estimarea densitatii intr-un context de completare semantica a
imaginilor, a doua creeazd un corespondent supervizat al analizei factoriale—un model deja
existent de Invatare automata nesupervizata—, 1l leaga de regresia liniara si creeaza versiuni
semisupervizate si cu date lipsa ale acestui corespondent. Doua alte aplicatii implica adaugarea
de neliniaritati la modelul de mixtura Gaussiana prin retele neuronale direct sau folosind un flux
de normalizare. O alta aplicatie priveste autoencoderul ca pe un model discriminativ si utili-
zeaza distributii diferite de cea normala. In ceea ce priveste implementarea care este publica,
patru aplicatii sunt scrise in Python folosind TensorFlow (si implicit diferentierea automatil!)
si TensorFlow Probability, iar aplicatia cu privire la analiza factoriald este scrisa in R si nu
foloseste diferentiere automata. Cat despre rezultate, nu batem performantele actuale de ultima
generatie?, dar noi consideram relevanti prezentarea lor pentru a sti cum se comporta modelele

noastre in comparatie cu alte lucrari conexe in termeni de metrici si avantaje/dezavantaje.

Cuvinte-cheie: invé‘pare Automata Probabilisticd, Modele Discriminative/Generative, Distributii
de Probabilitate, Modele Liniare/Neliniare, Estimarea in Sensul Verosimilitatii Maxime, Siste-

matizare

len. automatic differentiation
2en. state-of-the-art
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Contributii. Structura Tezei

Fiecare capitol din teza are un capitol corespunzator in acest rezumat.

Cand ne referim la contributiile din teza, ne simtim obligati s& mentionam doua cuvinte-
cheie: sistematizare si MLE. Sistematizarea diferitelor concepte in invatarea automata
(probabilistica) a reprezentat baza in construirea cailor catre cercetarile noastre. MLE
este abrevierea pentru mazimum likelihood estimation® [15, sec. 4.2], iar fiecare model
pe care l-am creat in cercetarile noastre a fost antrenat/invatat utilizand acest principiu.
Daca am fi intitulat teza altfel, atunci am fi intitulat-o ,, Aplicatii ale Estimarii in Sensul
Verosimilitatic Mazime (MLE)”, lucru care accentueaza din nou importanta pilonului

MLE in cercetarile noastre.
Contributiile prezentate in teza vizeaza domeniul invatarii automate probabilistice, dupa
cum ne asteptam din titlu. Structura tezei si a acestui rezumat este dupa cum urmeaza.
e Urmatorul capitol (capitolul 1) este o introducere in invatarea automata probabi-
listica.

e Fiecare capitol de la capitolul 2 la capitolul 6 corespunde unei contributii din

Tabela 1.

e Ultimul capitol (capitolul 7) incheie teza.

Tabela 1 arata o privire de ansamblu a contributiilor. Fiecare contributie este conside-

ratd a fi o combinatie a trei aspecte:

I. Model/Problema probabilistic(a) original(a): model/problema probabilistic(a) exis-

tent(a) care este punctul de start al cercetarii din acel capitol

3ro. estimarea in sensul verosimilititii maxime
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II. Distributie: setam o distributie sau o mixturad de distributii pe care s-o utilizam

in cercetarea noastra

III. Noutate: diferite axe pe care ne putem testa noutatea cercetarii noastre.

Fiecare capitol al tezei contine contributii granulare: experimente (organizare, tabele,

figuri), linkuri la cod (cod de experimentare—capitolul 2, capitolul 4, capitolul 5, capi-

tolul 6—sau biblioteca—capitolul 3) si propozitii teoretice si demonstratii (capitolul 3).

Mai mult, organizarea din Tabela 1 poate fi interpretata si ca un cadru de creare de noi

idei de cercetare: este nevoie sa se seteze I si II si si existe cel putin o bifa la partea de

noutate (III).

1. Model/Problema probabi

. < Il. Distributie 11l. Noutate
original(a)
ili a nver
< Combinatia Utilizeaza Converteste Converteste
Numér de " modelul/ modelul/
A PN model/problema modelul/problema
Contributie distributii in problema sy g problema
< ) . X I original(a) sa fie P
Problema mixtura I original(a) P original(a) sa fie
< distributie N supervizat(a) C
(1=nu lucrdm . intr-un liniar(a)
. " (x metodologie) /
cu mixturi) M context . /
este noud? nesupervizat(a)? R
nou? neliniar(a)?
PixelCNN++
(un model x v
) autoregresiv)
Capitolul 2 x Zset:\rgii;s Normald ; < completarea x x
’ multivariat3 semanticd a
Normals imaginilor
X
matriciald
FA r Distributiile din modelul supervizat(s)
Capitolul 3 o i redtfce egv ) istributii g FJI odelul < « (reduceres <
PCA Probabilistic | dimensionalitatii original
dimensionalitatii
devine regresie)
Normala . ) < v
multivariaty | numarul (deja finiar(3)
GMM ) stiut) de neliniar(a
Capitolul 4 lust ’ ’ x x i
apitolu (k-means) clusterizare Multivariat3 clustere din v (dincolo de
Cauchy setul de date patratic(d)) prin
retele neuronale
Norma.la i <
multivariata
Multivariata t v
MAF
Autoencoder (un model tip v
(vazut ca pe un NF)
reducerea 1
Capitolul 5 del ' SR 5 x x x
apitolu model dimensionalitatii Normala 10 v
probabilistic matricials
discriminativ)
Matriciald t v
(am comparat
modelul si cu x
un VAE)
Normala i « \/
multivariata A
. numarul (deja neliniar(d)
estimarea stiut) de (dincolo de
i itatii si i X X M ™ .
Capitolul 6 (GMM) densntgtu si MAF clustere din ‘/ patratic(d)) prin
clusterizare (un r_nOdE| de | satul de date modele NF
tip NF) (implicit prin
retele neuronale)

TABELA 1: Contributii. Structura Tezei
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Capitolul

Introducere n Invatarea Automata

Probabilistica

invétarea automata probabilistica acopera toti algoritmii care utilizeaza probabilitati.
Desi o gama variata de algoritmi se incadreaza aici, ne vom concentra pe distributii de
probabilitate (clasice—de exemplu, distributia Gaussiana [13, sec. 2.4.1]—si moderne) si
pe utilizarea lor in algoritmii de invatare automata. Cand spunem distributic moderne, ne
referim la distributii care apar din comunitatea de invitare profunda'. Aceste distributii
sunt din categoria modele generative profunde® din care fac parte: modele autoregresive
4

[

[2, curs 3], autoencodere variationale® [8], modele de tip fluxuri de normalizare* [2, curs

7] si retele generative adversare® [4].

Cuvinte-cheie: invé‘pare Automata Probabilistica, Distributii, Distributia Gaussiana,
Modele Autoregresive, VAEs, NFs, GANs

Algoritmii de invatare automata pot fi clasificati in algoritmi probabilistici si nepro-
babilistici daca folosesc sau respectiv nu folosesc probabilitati. Desi cartea Machine
Learning: A Probabilistic Perspective [13], de Kevin Murphy, abordeaza acest subiect
Intr-o maniera extinsa, dupa 2012 (anul de publicare a cartii) au aparut noi algoritmi
de inviitare automata probabilistici.® Acestia sunt numiti des modele profunde genera-

tive”. Drept urmare, sunt o multitudine de modele de invatare automata probabilistici,

en. deep learning

en. deep generative models

en. variational autoencoders—VAEs

en. normalizing flows—NF's

en. generative adversarial networks—GANs

5 Acesta este un motiv important de ce autorul Kevin Murphy a actualizat si extins recent cartea sa

originald, Machine Learning: A Probabilistic Perspective, In doud noi crti: [15] si [14].
7
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en. deep generative models



dar noi vom incerca sa tratam in tezd doar subiectele de care suntem preocupati in
cercetarile noastre:

e clemente de baza legate de probabilitati,

e modele clasice,

e modele moderne.

Motivele pentru care am inceput sa studiem modele de invatare automata probabi-
listici—spre deosebire de cele neprobabilistice—sunt multiple.

Aceste modele pot fi
utilizate in (dupa [13, sec. 8.6.1] si [2, curs 3]):

e estimarea densitatii

— se poate inlocui aceasta (noua) densitate/masa (functie densitate de proba-

bilitate sau functie masa de probabilitate) in situatii variate:

* clusterizare

* lesirea de la o retea neuronala clasica

* etc.

— detectia anomaliilor: de exemplu, detectia fraudelor

— manevrarea datelor lipsa

— manevrarea datelor de antrenament ce nu sunt etichetate: invatare semisu-
pervizata

e generarea de noi date
— augmentarea datelor
A v . v d v .8
e Invatare nesupervizata de reprezentari

— reducerea dimensionalitatii

— interpolare in spatiul latent?, de exemplu, metamorfoza imaginilor'? din X in

Y, din persoana X care nu zambeste in persoana X zambitoare etc.

Observatie: nu toate aceste avantaje se intalnesc la un singur model! Unele modele au
unele avantaje, unele au altele.

8en. unsupervised representation learning
%n. latent space interpolation
0en. image morphing



discrete ‘ continue

parametrice parametrice neparametrice
cu 2 valori cu 2 sau mai
posibile multe valori unidimensionale multidimensionale | unidimensionale | multidimensionale
(binare) posibile
Normala Normald
multivariatd Procese Gaussiene
altele (necesita intrari; iesirile sunt
7
. o unidimensionale; totusi
nediscutate in . N AT
. . - altele, . hiperparametrii sunt Tnvatabili)
(dEX{L-Bl Bernoulli | Categoriald acest capitol:

nediscutate in
acest capitol: t,

de exemplu,

multivariatd t, Estimarea Kernel a

Gamma etc. normald Densitatii
matriciald etc. (KDE)
Modele

autoregresive:
NADE, RNADE
etc.
moderne - - - - -
Fluxuri de
normalizare
(NFs): NICE,
MAF etc.

TABELA 1.1: Lista de distributii probabilistice. Abrevieri: NADE—Neural Auto-

regressive Density Estimation, RNADE—Real-valued Neural Autoregressive Density

Estimator, NICE—Non-linear Independent Components Estimation, MAF—Masked
Autoregressive Flow, KDE—Kernel Density Estimation

Model/Problema
probabilistic(a)

Proprietatile
modelului/problemei
probabilistic(e)

Relatie dintre doud modele/probleme
probabilistice A si B

MerganddelaAlaBsidelaBlaA, schimbamo
proprietate de-alui A si o proprietate de-a lui B:
acestea sunt scrise in aceasta caseta

FIGURA 1.1: Interactiuni intre modele/probleme probabilistice: legenda

Estimarea
densitatii

nesupervizat

FicurA 1.2: Probleme probabilistice; vezi Figura 1.1 pentru legenda
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Regresia logistica
supervizat:clasificare
liniar

liniar
I

neliniar

Retele neuronale
pentru clasificare

supervizat:clasificare
neliniar

"

supervizat:clasificare

nesupervizat:red. dim.

supervizat:clasificare

supervizat:regresie

supervizat:clasificare

Autoencoder

| nesupervizat:reducerea dim.

supervizat:regresie neliniar

supervizat:regresie

nesupervizat:red. dim.

P—

supervizat:clasificare

supervizat:regresie

r 2 <
e — Retele neuronale
RegreSIa liniara B liniar X
supervizat:regresie < | pentru regresie
liniar neliniar supervizat:regresie
\_ ) neliniar
[ ) kNN t
. . . entru
Arbori de decizie I ?
supervizat:clasificare clasiricare
neliniar supervizat:clasificare
\_ ) neliniar
N N

supervizat:clasificare

supervizat:regresie

Arbori de regresie

supervizat:regresie
neliniar

kNN pentru
regresie

supervizat:regresie
neliniar

FIGURA 1.3: Interactiuni intre modelele discriminative [13, sec. 8.6]; vezi Figura 1.1
pentru legenda. Abrevieri: kNN—k-Nearest Neighbors



Bayes naiv/Bayes
Y / Yy supervizat:clasificare GMM
Comun/LDA/QDA | nesupervizat:clusterizare
supervizat:clasificare nesupervizat:clusterizare liniar sau p3tratic
liniar sau patratic
N
supervizat:clasificare nesupervizat:clusterizare

nesupervizat:red. dim.

nesupervizat:red. dim.

FA/PPCA

nesupervizat:reducerea dim.
liniar

liniar
I

neliniar

VAE

nesupervizat:reducerea dim.
neliniar

FIGURA 1.4: Interactiuni intre modelele generative [13, sec. 8.6]; vezi Figura 1.1 pen-

tru legenda. Abrevieri: LDA—Linear Discriminant Analysis, QDA—Quadratic Dis-

criminant Analysis, GMM—Gaussian Mixture Model, FA—Factor Analysis, PPCA—
Probabilistic Principal Component Analysis, VAE—Variational AutoEncoder



In tezd, am prezentat conceptele pe care le-am investigat pentru a crea o imagine mai
buna cu privire la domeniul invatarii automate probabilistice. Cum domeniul este foarte
larg, conceptele pe care le-am ales servesc doar ca o introducere. Cu toate acestea, ima-
ginea aceasta limitata ne-a ajutat sa ne organizam ideile si sa cream cai de cercetare in
invatarea automata probabilistica. Ca urmare, putem sistematiza distributiile de proba-
bilitate in Tabela 1.1, problemele probabilistice in Figura 1.2 si modelele probabilistice
in Figurile 1.3 si 1.4. Aceste tabele/figuri nu contin toate conceptele prezentate in teza
in acest capitol, ci doar acelea pe care le-am considerat cruciale pentru acest sistem nou
pe care l-am compus. In ceea ce priveste ultimele doua figuri mentionate, pentru fiecare

model am indicat doua tipuri algoritmice:

1. supervizat:clasificare, supervizat:regresie, nesupervizat:clusterizare, nesupervizat:re-

ducerea dimensionalitatii

2. liniar, neliniar.

De exemplu (vezi Figura 1.4), FA! [16] [13, p. 381] este corespondentul lui Bayes naiv /-
Bayes comun/LDA/QDA (Bayes naiv [13, sec. 3.5]/Bayes comun/analiza discriminanta
liniara [13, sec. 4.2.2]/analiza discriminanta patratica [13, sec. 4.2.1]) din perspectiva
,clasificare/reducere a dimensionalititii” si corespondentul lui GMM!? [13, sec. 11.2.1]

din perspectiva ,clusterizare/reducere a dimensionalitatii”.

Fiecare din capitolele urmatoare in afara de ultimul va fi format din combinarea unei
liste de distributii cu un/o model/problema probabilistic(a) si optional dintr-un nou
context (o noua problema, transformarea unui model dintr-un tip intr-altul etc.) in care

se poate testa aceasta combinatie.

In capitolul final, vom revizui Figurile 1.1, 1.2, 1.3 si 1.4 pentru a vedea ce am reusit sa

adaugam de-a lungul tezei.

Urmatorul capitol aplica algoritmi generativi (sau problema estimarii densitatii) in com-
pletarea semantica a imaginilor. Se vor utiliza atat abordari clasice, cit si moderne; in

ambele cazuri, va fi folosit acelasi meta-algoritm pentru completarea imaginilor.

Yen. factor analysis; ro. analiza factoriald

126n. Gaussian mixture model; ro. mixturi de Gaussiene

6



Capitolul

Completarea Semantica a Imaginilor prin

Maximizarea Verosimilitatii

In acest capitol am propus un meta-algoritm pentru completarea semantica a imagi-
nilor. Acesta presupune setarea unei distributii de probabilitate pe imagini, invatarea
parametrilor distributiei dintr-un set de date prin maximizarea verosimilitatii si, pentru
o imagine cu pixeli lipsa, determinarea valorilor optimale ale pixelilor care maximizeaza
densitatea/masa de probabilitate a imaginii. Am folosit distributii clasice (normald mul-
tivariata, normald matriciala), moderne (PixelCNN++ [21]) si mixturi de distributii.
Am comparat rezultatele cu un reprezentant din literatura pentru completarea seman-
tica a imaginilor (Partial Convolution [10]) si cu altul pentru completarea non-semantica

(PatchMatch [1]). Cel putin doud rezultate majore ar trebui mentionate:

e generarea de noi observatii vs. completarea imaginilor: dupa pasul de invatare,
Pixel CNN++ functioneaza bine la generarea de noi date, dar, prost la completarea
imaginilor In maniera propusa de noi; pentru normala multivariata si normala
matriciala, acest lucru se intAmpla invers: ele functioneaza prost la generare, dar,

bine la completare in maniera propusa de noi;

e experimentare mai rapida vs. rezultate vizuale mai bune: putem experimenta
mai rapid decat ,,Partial Convolution” cu meta-algoritmul nostru, dar , Partial

Convolution” intoarce cele mai bune rezultate in privinta calitatii vizuale.

In ceea ce priveste avantajele modelului nostru comparat cu alti algoritmi de comple-

tare, vom evidentia urmatoarele:

e modelul este generic, adicd am propus un meta-algoritm care poate fi instantiat

prin setarea unei distributii parametrice probabilistice;

7



e faza de antrenare este directa, adica maximizare de verosimilitate;

e modelul nostru poate fi folosit pentru a vedea in timp util dacid, pentru un set
de date, problema de completare poate fi invatata, pentru ca timpul de antrenare

este mai scurt decat timpul necesar antrenarii unui model , Partial Convolution”.

Urmétorul capitol creeazi versiunea supervizatd a analizei factoriale (FA), S2.FA!, uti-
lizand o abordare clasica, leaga acest model de regresia liniara (LR) si apoi extinde

S2.FA la invatare semisupervizata (S3.FA) si la invatare cu date lipsa (MS3.FA).

len. simple-supervised factor analysis



Capitolul

O Perspectiva de Tip Analiza Factoriala
asupra Regresiel Liniare 1in cazul ,, Mai

Multi Predictori Decat Observatii”

In acest capitol am creat corespondentul supervizat (S2.FA) al analizei factoriale! [16]
[13, p. 381]—un model probabilistic generativ de obicei folosit in reducerea dimensio-
nalitatii-si l-am folosit ca pe o solutie la problema de aplicare a regresiei liniare? [13,
cap. 7] cand , D >> n”3. Acest lucru este posibil prin demonstrarea unei legaturi dintre
$2.UncFA (o versiune neconstransi a lui S2.FA) si LR. In plus, de moment ce modelul de
analiza factoriala este generativ, am reusit sa cream versiuni de invatare semisupervizata
(S3.FA) si de invatare cu date lipsa la intrare (MS3.FA). De fapt, comparandu-ne cu alte
solutii (inversa Moore-Penrose si regularizarea L2), acesta este si avantajul abordarii
noastre (S2.FA), si anume faptul ca solutia este adaptabila la urmatoarele scenarii: mul-
tiple iesiri*, semisupervizat si date lipsa. Variantele ,,S2.FA”, , S3.FA”, si ,MS3.FA” de
analiza factoriala au fost comparate cu alti algoritmi (din literatura) aplicabili in acel
context specific—regresie (inversa Moore-Penrose, regresia ridge), regresia semisupervi-
zata (label propagation [24]) si cazul datelor lipsa (imputare prin medie®). De asemenea,
rezultate pentru regresia multi-output au fost raportate. Marcam mai jos daca rezulta-
tele sugereaza sau nu cd un algoritm specific ar trebui sa fie luat In considerare drept
un candidat cand multipli algoritmi sunt comparati pe un set de date pentru a se afla

modelul cel mai bun; ,,v"” Inseamna ,,sugestie pozitiva, adica ar trebui ca modelul sa fie

len. factor analysis: FA

2en. linear regression: LR

3,D >> n” inseamni ,cand numarul de coloane la intrare este mai mare decit numsarul de randuri”
‘en. multi-output

Sen. mean imputation



luat in considerare” si ,X” inseamna ,sugestie negativa, adica nu ar trebui ca modelul
sa fie luat in considerare”:

e pentru regresie: S2.FA v';

e pentru regresie semisupervizata: S3.FA X;

e pentru imputarea datelor lipsa: MS3.FA V.
Urmatorul capitol creeaza o versiune neliniara a mixturii de Gaussiene (Gaussian Mix-

ture Model—GMM) [13, sec. 11.2.1]/a lui k-means [11] prin addugarea retelelor neuro-

nale.
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Capitolul

Reprezentanti Fixati si Trasaturi
Variabile: De la Clusterizare Protunda

Regularizata la Clusterizare Clasica

In acest capitol am creat un algoritm nou de clusterizare. Am pornit de la o abordare
care presupune clusterizare profunda bazata pe autoencoder si am Incheiat cu o abordare
mai simpla care presupune clusterizare profunda bazata pe reteaua neuronald profunda
standard!, desi arhitectura de retea neuronald poate fi considerata superficiala®. Pentru
a obtine modelul final, am adaugat regularizare modelului initial prin stergerea de com-
ponente, prin fixarea reprezentantilor clusterelor si prin cresterea variantei trasaturilor®
in noul spatiu. De fapt, comparandu-ne cu alte modele de clusterizare profunda actuale
de ultimi generatie?, acesta este si avantajul abordirii noastre, si anume schemele de
regularizare pe care le-am propus sunt simple, noi si capabile de a evita solutiile tri-
viale /nesatisfacitoare. De moment ce modelul final are multi hiperparametri, am ales
patru configuratii (km1, km50, gmm1, cmm1) cu care am experimentat pe patru seturi

de date. Rezultatele sugereaza ca kmb0 si gmml:

e sunt cele mai bune configuratii dintre cele patru;
e sunt mai slabe decat DKM (deep k-means) [3];

e au metricile de clusterizare apropiate de (sau, in anumite cazuri, mai bune decat)
valorile obtinute de k-means [11] si EM/GMM? [15, sec. 8.7.3].

en. vanilla-deep-neural-network-based deep clustering
en. shallow
en. features

=W N =

en. state-of-the-art
SEM—Expectation Maximization; GMM—Gaussian Mixture Model
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Urmatorul capitol preia modelul de tip autoencoder [15, sec. 20.3], il considera un model

discriminativ si utilizeaza alte distributii probabilistice decat cea normala.

12



Capitolul

Autoencoderul Probabilistic Standard

Am propus in acest capitol o noua versiune de autoencoder [15, sec. 20.3] care presupune

o perspectiva probabilistica asupra autoencoderului:
Xreconstructed | ~ Distribution(parameters = neural network(z)).

Daca ,,Distribution” este distributia normala [13, sec. 2.4.1] cu varianta constanta sau cu
o matrice de covarianta constanta setata la I (matricea identitate), atunci maximizarea
verosimilitatii este echivalenta cu minimizarea functiei de pierdere’ MSEZ?. Dacs ,,Dis-
tribution” este distributia categoriala [13, sec. 2.3.2], atunci maximizarea verosimilitatii
este echivalents cu minimizarea functiei de pierdere numit# ,entropie incrucisata”? [22,
23]. Am explorat mai multe distributii: alte distributii normale, distributii t, MAF* [18],
distributii matriciale si mixturi [13, sec. 11.2]. Cazul cu retele neuronale convolutionale®
[15, cap. 14] nu furnizeaza rezultate vizuale potrivite. Comparat cu autoencoderul cla-
sic, modelul nostru are urmitoarele avantaje pentru cazul cu perceptronul multistrat®
[15, sec. 13.2]):

e mixtura noastra de 10 componente poate fi luata in considerare la augmentarea
setului de date;

e o mixtura de autoencodere clasice poate obtine rezultate vizuale mai bune decat

doar un autoencoder clasic;

en. loss function

en. mean squared error; ro. eroare medie patratica
en. cross-entropy—CH

en. masked autoregressive flow

en. convolutional neural network—CNN

(=2 AN SV R R

en. multilayer perceptron—MLP

13



e pentru unele distributii, imaginea reconstruita este intoarsa impreuna cu o imagine
de variante care este o vizualizare pentru matricile de covarianta si care poate fi

folosita in interpretarea daca un pixel reconstruit este de incredere.

Ultimele doud concluzii ar fi urmatoarele:

e daca ,Distribution” are o matrice de covarianta care nu este nici constanta, nici
diagonald, atunci modelul necesitda mai multi parametri, ceea ce se traduce in

cerinte mai mari de memorie si in timp mai mare de rulare;

e mixturile cu 10 componente de distributii normale produc rezultate vizuale decente

chiar si cu matrici de covarianta constante.

Urmatorul capitol prezinta o versiune neliniara a mixturii de Gaussiene (Gaussian Mix-

ture Model—GMM) [13, sec. 11.2.1] prin crearea de mixturi de fluxuri de normalizare’.

Ten. Normalizing Flows—NFs [2, curs 7]
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Capitolul

Mixturi de Fluxuri de Normalizare

In acest capitol am propus un nou model prin crearea unei mixturi de fluxuri de nor-

malizare!

. Algoritmul de antrenare presupune maximizarea verosimilitatii. Problema
investigata in experimente a fost clusterizarea. Am utilizat seturi de date bidimensionale,
seturi de imagini si doar un tip de flux de normalizare (modelul ,MAF”?2 [18]). Rezul-
tatele sunt atat vizuale, cat si numerice. Din seturile de date bidimensionale, concluzia
este ca modelul nostru intoarce distributii de probabilitate mai flexibile decat o simpla
mixtura de distributii normale, ceea ce reprezinta un avantaj al modelului nostru. Din
seturile de imagini, modelul nostru intrece sau se aseamana cu modelul , EM/GMM”3
[15, sec. 8.7.3] in unele situatii, dar nu este cel mai bun cand este comparat atat cu
k-means [11], cat si cu EM/GMM. Comparat cu mixtura variationala de fluxuri de nor-
malizare [19], putem spune ca obtinem rezultate similare pe setul de date MNIST5, dar
avantajul nostru este ca faza de Invatare nu implica tehnici complexe, adica inferenta

variationald, ci unele simple, si anume maximizarea directa a log-verosimilitatii.

Urmatorul capitol cuprinde concluzia tezei.

'en. normalizing flows—NTFs [2, curs 7]
2MAF—Masked Autoregressive Flow
SEM—Expectation Maximization; GMM—Gaussian Mixture Model
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Capitolul
Concluzii si Directii de Viitor

7.1 Concluzii

Precum am precizat in capitolele introductive, vom relua aici niste diagrame pentru
a evidentia contributiile noastre: Figurile 1.1, 1.2, 1.3 si 1.4 devin acum Figurile 7.1,
7.2, 7.3 si respectiv 7.4. Legenda din Figura 7.1 ne spune ca rosul indica o entitate
(model/problema/relatie) pe care am ales-o si ca albastrul se refera la un nou model pe
care noi l-am creat. Sunt cinci noduri albastre care corespund celor cinci contributii si

pentru fiecare am dedicat cate un capitol.

Figura 7.2 ilustreaza ca am ales ,Estimarea densitatii” de doua ori drept problema
probabilistica originala: in primul rand, pentru a crea un model de completare
semantica a imaginilor (capitolul 2) si, in al doilea rand, pentru a crea o mixtura

de fluxuri de normalizare (capitolul 6).

In privinta meta-algoritmului nostru de completare semantica a imaginilor, distributia
normala da rezultate vizuale mai bune decat distributia PixelCNN++ (un model au-
toregresiv) si decat PatchMatch (un model din literatura pentru completarea non-
semanticd). Comparat cu ,,Partial Convolution” (un model actual de ultima generatie
pentru completarea semantica), completarea noastra prin distributia normala este mai
rapida la invatare, dar returneaza rezultate vizuale mai slabe. Un avantaj al modelului
nostru este ca faza de antrenare este directd: doar se maximizeaza verosimilitatea date-
lor. Mai mult, de moment ce timpul de antrenare este mai scurt decat timpul necesar
pentru ,, Partial Convolution”, abordarea noastra poate fi folosita pentru a testa daca
problema de completare de imagini este Invatabild pentru un set specific de date. In
plus, modelul nostru este generic, pentru ca el este o schema al carei (hiper)parametru,

dat de distributia de probabilitate, 1i dicteaza comportamentul aproape in totalitate.
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In privinta mixturii noastre de fluxuri de normalizare, pe seturile de date bidimensionale
putem vedea ca forma densitatilor trece dincolo de elipse, adica dincolo de capabilitatile
mixturii de distributii normale, iar acesta este un semn al unei expresivitati mai bune
decat cea furnizata de un model clasic de mixturi de Gaussiene. Cand algoritmul nostru
este aplicat pe imagini, aceasta flexibilitate nu este reflectata in metricile calculate care
sunt (doar uneori) similare cu cele obtinute de catre EM/GMM. Totusi, comparandu-ne
cu mixtura variationalda de fluxuri de normalizare (un model candidat din literatura),
obtinem rezultate similare pe setul de date MNIST5 intr-o anumita masura, dar abor-
darea noastra de antrenare are avantajul de a fi mai simpla, deoarece se maximizeaza

log-verosimilitatea datelor fara a se utiliza inferenta variationala.

Figura 7.3 ilustreaza ca am ales ,, Autoencoder” ca model probabilistic original pentru a
crea autoencoderul probabilistic standard (capitolul 5). Comparat cu autoencode-
rul clasic, modelul nostru are anumite avantaje. Acesta este capabil s& intoarca nu doar
intrarea reconstruita, dar si variantele asociate cu fiecare dimensiune reconstruita daca
o distributie cu matrice de covarianta este folosita. In plus, modelul poate fi folosit ca
o metoda de augmentare daca mixtura de distributii este utilizata. Mai mult, mixtura
de autoencodere clasice obtine rezultate vizuale mai bune decat doar un autoencoder

clasic.

Figura 7.4 ilustreaza ca am ales ,FA/PPCA” cu relatia ,,supervizat:regresie|nesupervizat
:red. dim.” (capitolul 3) si,,GMM?” cu relatia ,liniar|neliniar” (capitolul 4 si capitolul 6).
In primul rand, ,S2.FA” este creat ca un corespondent supervizat (de tip regresie) al
lui FA/PPCA; mai mult, el poate fi interpretat drept corespondentul lui Bayes naiv/
Bayes comun/LDA/QDA din perspectiva ,clasificare/regresie” si drept corespondentul
lui GMM din perspectiva ,clusterizare/regresie”. Am demonstrat ca ,,S2.UncFA” (mo-
del apropiat de ,,S2.FA”) si regresia liniara sunt matematic echivalente din perspectiva

b

functiei de predictie. Am utilizat ,,S2.FA” ca pe o solutie la problema de adaptare a
regresiei liniare in cazul cand numarul de coloane la intrare este mai mare decat numarul
de randuri. In comparatie cu alte solutii (inversa Moore-Penrose si regularizarea L2),
abordarea noastra are avantajul ca este usor de adaptat in urmatoarele situatii: multiple

iesiri, cazul semisupervizat si date lipsa.

In al doilea rand, modelul ,Reprezentanti fixati...” este creat ca un corespondent ne-
liniar al modelului de mixturi de Gaussiene. De asemenea, el poate fi interpretat drept
un corespondent de tip clusterizare al lui ,, VAE” din perspectiva , clusterizare/reducerea
dimensionalitatii”. Aici am utilizat retele neuronale pentru a obtine caracteristica neli-
niara si am inceput de la un cadru general de clusterizare profunda. Rezultatele arata ca

sunt situatii in care rezultatele noastre intrec rezultatele obtinute de algoritmi clasici de
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clusterizare. In comparatie cu modele actuale de ultima generatie, desi obtinem rezul-
tate mai slabe, avantajul modelului nostru este ca schemele de regularizare pe care le-am
propus sunt simple, noi si capabile de a evita solutii triviale/nesatisfacétoare: fixarea

reprezentantilor clusterelor si maximizarea variantei trasaturilor in spatiul nou.

Optional, mixtura noastra de fluxuri de normalizare (prezentata anterior in con-

textul Figurii 7.2) poate fi interpretata ca fiind un corespondent neliniar al lui , GMM?”.

Model/Problema
probabilistic(a)

Proprietatile
modelului/problemei
probabilistic(e)

Nou model
dezvoltat din
modelul ales

Relatia dintre doua modele/probleme
probabilisticeAsiB | >

< MerganddelaAlaBsidelaBlaA, schimbamo >

proprietate de-alui A si o proprietate de-a lui B:

acestea sunt scrise in aceasta caseta putin comun. Apare de I?
un/o model/problema

probabilistic(3) ales (aleasa)
la un nou model dezvoltat
B = nou model dezvoltat doar cand sdgetile din stanga
nu pot fi aplicate.

Acest tip de sdgeatd este mai

FIGURA 7.1: Interactiuni intre modele/probleme probabilistice—cu ale noastre
contributii: legenda

Tn completarea
semantica a
- imaginilor...

- nesupervizat

AN Mixturi de NFs

nesupervizat:clusterizare
neliniar

FIGURA 7.2: Interactiuni intre modele/probleme probabilistice—cu ale noastre
contributii; vezi Figura 7.1 pentru legenda. Abrevieri: NFs—Normalizing Flows
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Regresia logistica
supervizat:clasificare
liniar

liniar
I

neliniar

Retele neuronale
pentru clasificare

supervizat:clasificare

neliniar

"

supervizat:clasificare

nesupervizat:red. dim.

supervizat:clasificare

supervizat:regresie

supervizat:clasificare

supervizat:regresie

1
1
1

I
supervizat:regresie |
| 1

. .
nesupervizat:red. dim.

/ "

2
4 N\ N )
T — Retele neuronale I
Regresia liniara liniar ) I
supervizat:regresie ~ | pentru regreS|e
liniar neliniar supervizat:regresie
neliniar ]
\_ J !
1
' 1
. .. kNN pentru /
Arbori de decizie | ? I
supervizat:clasificare Clasiticare "
neliniar supervizat:clasificare ,
liniar ]
\ ) ne
N N 2
Autoencoderul
supervizatl:clasificare supervizatlzclasificare Probabilistic
supervizat:regresie supervizat:regresie Standard
nesupervizat:reducerea dim.
neliniar

Arbori de regresie

supervizat:regresie
neliniar

kNN pentru
regresie

supervizat:regresie
neliniar

FIGURA 7.3: Interactiuni intre modelele discriminative [13, sec. 8.6]—cu ale noastre
contributii; vezi Figura 7.1 pentru legenda. Abrevieri: kNN—k-Nearest Neighbors
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Bayes na |v/Bayes supervizat:clasificare

comun/LDA/QDA |
supervizat:clasificare nesupervizat:clusterizare
liniar sau patratic
/
supervizat:clasificare nesupervizat:clusterizare nesupervizat:clusterizare
| | I
nesupervizat:red. dim. nesupervizat:red. dim. supervizat:regresie

supervizat:clasificare

supervizat:regresie

liniar
I

neliniar

nesupervizat:clusterizare
VAE P

I
nesupervizat:red. dim.
(una din mai multe posibilitati)

nesupervizat:reducerea dim.
neliniar

FIGURA 7.4: Interactiuni intre modelele generative [13, sec. 8.6]—cu ale noastre

contributii; vezi Figura 7.1 pentru legenda. Abrevieri: LDA—Linear Discriminant

Analysis, QDA—Quadratic Discriminant Analysis, GMM-—Gaussian Mixture Model,

FA—Factor Analysis, PPCA—Probabilistic Principal Component Analysis, VAE—

Variational AutoEncoder, NFs—Normalizing Flows, S2.FA—Simple-Supervised Factor
Analysis
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7.2

Directii de Viitor

In ceea ce priveste directiile de viitor, fiecare capitol din teza contine idei care pot fi

aplicate pe modelul acela specific. Aici noi prezentam idei care se aplica domeniului de

invatare automata probabilistica In general:

Pentru a se crea noi modele, se poate alege un/o alt(a) model/problema de start,

nu doar cele alese de noi si marcate cu rosu.

Lista distributiilor poate fi extinsa cu alte distributii, de exemplu, noi fluxuri de
normalizare care tot apar in literatura sau un vector de distributii independente

unidimensionale, de exemplu, Gamma.

Lista modelelor/problemelor probabilistice poate fi extinsa, de exemplu, cu un
model Markov ascuns! [13, sec. 10.2.2], o analizd in componente independente?

[17] sau modele bazate pe energie® [14, cap. 23] care nu au fost discutate in teza.

Se pot adauga alte tipuri algoritmice in Figurile 7.3 si 7.4; de exemplu, daca iei in
considerare adaugarea lui HMM 1in lista de modele, atunci un nou tip algoritmic
care se potriveste ar fi ,,secvential /nesecvential” si acolo va fi o relatie, intre GMM

si HMM, care activeaza/dezactiveaza proprietatea secventiala.

Se pot utiliza modele in diferite contexte, altele decat completarea imaginilor
si activarea/dezactivarea proprietatilor algoritmilor de invatare automata deja

existenti.

Se poate trece de la MLE* [15, sec. 4.2] pur la o abordare Bayesian [13, cap. 5],
pornind cu o estimare de tip MAP® [13, sec. 5.2].

Se pot crea modele autoregresive care au probabilitati conditionate multidimen-

sionale.

Se pot combina modele generative profunde ca in (dupa [2, curs 16]): PixelVAE [6],
fluxuri autoregresive® [7], VAE+NF [20, 9], FlowGAN [5]—combinarea functiilor
de pierdere: NF+GAN—, autoencoder adversar’ [12]—combinarea functiilor de
pierdere: VAE4+GAN.

BRI IR A

en.

en.
en.
en.
en.

en.

Hidden Markov Model—HMM

Independent Component Analysis—ICA

energy-based models

Maximum Likelihood Estimation; estimare in sensul verosimilitatii maxime

. Maximum A Posteriori; ro. maximul a posteriori

autoregressive flows
adversarial autoencoder
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