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1 INTRODUCERE

1.1 Context s, i Motivat, ie

Boala Alzheimer (AD) este o afect, iune neurodegenerativă care provoacă deteriorarea
t,esutului cerebral s, i, în consecint,ă, declinul capacităt, ilor mentale. Rapoartele pentru anul
2020 indică faptul că la fiecare trei secunde cineva dezvoltă dement,ă la nivel mondial [17],
în timp ce Centers for Disease Control and Prevention (CDC) a clasificat AD ca a s,asea
cauză principală de deces în Statele Unite în 2019 [2].

Se consideră că AD este corelată cu acumulări anormale de proteine tau s, i beta-
amiloid, care încep cu mult, i ani înainte de aparit, ia simptomelor. Datorită ferestrei de
timp care precedă simptomele, persoanele afectate sunt deseori diagnosticate în stadii
avansate, când deja au loc leziuni cerebrale semnificative s, i ireversibile.

Metodele de diagnostic actuale, precum analiza de LCR s, i a imagisticii de tip To-
mografie cu Emisie de Pozitroni (PET), sunt invazive sau costisitoare. Prin urmare,
identificarea unor biomarkeri noi, neinvazivi—precum RMN s, i biomarkerii sangvini—este
esent, ială pentru îmbunătăt, irea procedurilor clinice de diagnosticare s, i a predict, iei riscului
de dezvoltare a AD. Machine Learning (ML) poate contribui semnificativ din acest punct
de vedere, având capacitatea de a procesa s, i analiza seturi de date mari s, i complexe, cum
ar fi imaginile RMN. Mai mult, ML s, i în special Deep Learning (DL), pot procesa date
multimodale, incluzând informat, ii clinice, biomarkeri sangvini s, i date neuropsihologice,
oferind perspective mai cuprinzătoare s, i îmbunătăt, ind acuratet,ea de diagnosticare.

1.2 Organizarea Tezei

Teza este structurată astfel:
Capitolul 2 oferă o privire de ansamblu asupra AD, prezentând principalele simp-

tome, factorii de risc, predispozit, iile genetice s, i particularităt, ile patologice, precum s, i
examinând metodele standard de diagnostic s, i limitările acestora. De asemenea, sunt
prezentate cele mai recente progrese în tehnicile ML, evident, iind limitările s, i provocările
asociate lor.

Capitolul 3 prezintă contribut, iile acestei teze la diagnosticul timpuriu al AD, struc-
turate în mai multe sect, iuni:

• Transfer Learning pentru Diagnosticarea Bolii Alzheimer Utilizând Imag-
ini Medicale: Acest studiu investighează performant,a tehnicilor de Transfer Learn-
ing (TL) s, i DL în diagnosticarea AD pe baza imaginilor RMN. Mai specific, se
evaluează performant,a a două modele pre-antrenate, ResNet-152 [14] s, i AlexNet
[24], utilizând atât imaginile originale din sect, iuni de RMN, cât s, i variantele skull-
stripped.

• Autoencodere Convolut, ionale pentru Alzheimer s, i Tulburarea Cognitivă
Us,oară: Acest studiu foloses,te un autoencoder convolut, ional 3D pentru a extrage
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trăsături relevante din imaginile RMN. Ulterior, aceste trăsături sunt utilizate de
layere de clasificare pentru a diagnostica AD s, i Tulburarea Cognitivă Us,oară (MCI).

• O Aplicat, ie Android pentru Diagnosticarea Bolii Alzheimer: Acest studiu
prezintă o aplicat, ie mobilă destinată detectării timpurii a AD, care facilitează ad-
ministrarea testului clinic Mini-Mental State Examination (MMSE) s, i utilizează
modele de ML pentru a analiza imagini RMN s, i date clinice.

• Diagnosticarea Bolii Alzheimer prin Biomarkeri Sangvini s, i Modele Bazate
pe Arbori de Decizie Calibrat, i: În acest studiu, este propusă o abordare ML
pentru diagnosticarea AD pe baza datelor demografice, genetice s, i a biomarkerilor
sangvini. Studiul investighează utilizarea modelelor Random Forest (RF) pentru
clasificare, evaluând performant,a atât cu, cât s, i fără calibrare. Mai mult decât atât,
sunt examinate modelele CaliForest [35] s, i XGBoost [7] pentru a identifica cel mai
performant model, în termeni de acuratet,e de clasificare s, i de calibrare a estimărilor
de probabilităt, i.

• Utilizarea Feature-urilor Extrase din RMN-uri pentru Predict, ia Biomark-
erilor din LCR s, i Diagnosticul Bolii Alzheimer: Această sect, iune explore-
ază potent, ialul feature-urilor structurale extrase din RMN în estimarea nivelurilor
biomarkerilor LCR s, i diagnosticarea AD. Mai întâi, feature-urile RMN au fost anal-
izate pentru corelarea cu biomarkerii invazivi LCR folosind corelat, ia Spearman.
Apoi, au fost aplicate modele de regresie pentru estimarea nivelurilor de biomarkeri
LCR. Mai multe modele de clasificare au fost antrenate pentru a evalua acuratet,ea
diagnosticării în două scenarii: folosind doar feature-urile extrase din RMN s, i în-
corporând, suplimentar, biomarkeri LCR.

Capitolul 4 prezintă un proiect colateral care explorează modele de tip Convolutional
Neural Network (CNN) pentru clasificarea malariei pe baza imaginilor de globule ros, ii,
integrând totodată tehnici de explicabilitate.

Capitolul 5 sintetizează concluziile principale s, i evident, iază posibile direct, ii de cerc-
etare viitoare.
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2 REVIZUIREA LITERATURII

Această sect, iune examinează stadiul actual al cercetărilor privind biomarkerii AD, in-
cluzând markeri genetici, tehnici de neuroimagistică s, i evaluări cognitive, discutând toto-
dată progresele în diagnosticarea timpurie. Într-un studiu anterior, am realizat o analiză
detaliată a biomarkerilor folosit, i în prezent în diagnosticul AD raportat, i în literatură,
am identificat cele mai eficiente modele ML pentru analiza predictivă s, i am inventariat
resursele-cheie, inclusiv seturi de date accesibile public, care sprijină cercetarea experi-
mentală în acest domeniu [47].

Biomarkeri LCR
Analiza biomarkerilor LCR a fost integrată în framework-ul de cercetare National In-

stitute on Aging and Alzheimer’s Association (NIA-AA), sprijinind diagnosticul AD chiar
s, i înainte de manifestarea simptomelor cognitive semnificative [19]. Principalii biomarkeri
LCR utilizat, i în diagnosticul AD includ: (1) Aβ42, ale cărui niveluri reduse în LCR indică
acumularea de amiloid în creier; (2) raportul Aβ42/Aβ40, care oferă o măsură mai stabilă
a patologiei amiloidului; (3) tau total (t-tau), marker al leziunilor neuronale; s, i (4) tau
fosforilat (p-tau), asociat progresiei patologiei tau. Des, i biomarkerii LCR sunt valoros, i
pentru diagnostic, aplicabilitatea lor pe scară largă este limitată de natura invazivă a
punct, iei lombare s, i de costurile ridicate asociate.

Biomarkeri Genetici
Biomarkerii genetici joacă un rol din ce în ce mai important în evaluarea riscului

genetic pentru AD, ajutând la identificarea persoanelor cu o probabilitate mai mare de
a dezvolta această boală. APOE ε4 reprezintă cel mai semnificativ factor genetic care
contribuie la riscul dezvoltării Late-Onset Alzheimer’s Disease (LOAD), asociat cazurilor
care apar după vârsta de 65 de ani.

Biomarkeri de Neuroimagistică
Biomarkerii de neuroimagistică, în special RMN s, i PET, au un rol esent, ial în diagnosti-

carea s, i monitorizarea AD. Scanările RMN oferă imagini de înaltă rezolut, ie, permit,ând de-
tectarea modificărilor neurodegenerative, precum atrofia corticală s, i reducerea hipocam-
pului. Investigat, iile PET folosesc trasori radioactivi pentru a evalua metabolismul cere-
bral s, i anomaliile moleculare, permit,ând depistarea acumulărilor anormale de beta-amiloid
s, i proteine tau.

Totus, i, imagistica PET este semnificativ mai costisitoare decât RMN, limitând accesi-
bilitatea. În plus, interpretarea PET poate fi influent,ată de factori precum hiperglicemia
s, i anumite medicamente [42, 1].

Evaluări Cognitive
Nu există un test unic, definitiv, pentru diagnosticarea AD. Cu toate acestea, există

diverse teste cognitive care evaluează memoria, rat, ionamentul s, i capacitatea de rezolvare a
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problemelor. Unele dintre cele mai răspândite teste sunt MMSE [12], Montreal Cognitive
Assessment (MoCA) [29], s, i Clinical Dementia Rating (CDR) [28]. Testele de screening
cognitiv sunt utilizate pe scară largă, dar nu surprind întotdeauna progresia bolii s, i pot
produce rezultate fals pozitive la persoanele cu nivel educat, ional scăzut [39].

Perspective de Viitor în Predict, ia Bolii Alzheimer
Metodele de diagnostic existente, precum analiza LCR, PET s, i RMN, furnizează

informat, ii valoroase despre patologia Alzheimer, însă sunt limitate de cost, disponibilitate
s, i caracterul invaziv. Cercetări recente evident, iază biomarkerii sangvini ca opt, iune diag-
nostică neinvazivă. S-a demonstrat că biomarkerii sangvini asociat, i cu proteina amiloid s, i
tau sunt corelat, i cu patologia AD [11, 34]. Totus, i, diferent,ele între metodele de măsurare
îngreunează consistent,a, fiind necesară standardizarea înainte de implementarea acestor
biomarkeri în practica clinică [53].
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3 METODE DE CERCETARE S, I CONTRIBUT, II LA
DIAGNOSTICUL TIMPURIU AL BOLII ALZHEIMER

3.1 Transfer Learning pentru Diagnosticarea Bolii Alzheimer Uti-
lizând Imagini Medicale

3.1.1 Introducere

Această sect, iune prezintă potent, ialul utilizării TL în clasificarea pacient, ilor AD vs. Nor-
mal Cognitiv (CN) pe baza imaginilor RMN. Studiul a explorat modul în care TL poate
îmbunătăt, i acuratet,ea clasificării, mai ales în contexte cu seturi de date medicale de di-
mensiuni reduse, folosind modele pre-antrenate. În particular, s-a evaluat performant,a
arhitecturilor ResNet-152 s, i AlexNet în ceea ce prives,te acuratet,ea clasificării, timpul de
antrenare s, i impactul tehnicii skull stripping în preprocesarea imaginilor. Experimentele
au fost efectuate atât pe imagini RMN originale, cât s, i skull-stripped, pentru a analiza
dacă eliminarea t,esutului non-cerebral influent,ează rezultatele. Fine-tuning-ul a constat
în a face unfreezing straturilor profunde ale modelelor pre-antrenate. De asemenea, s-a
folosit politica 1-cycle pentru ajustarea dinamică a ratei de învăt,are. Rezultatele acestui
studiu au fost publicate în [48].

3.1.2 State of the Art

Raza et al. [40] au propus o abordare bazată pe CNN s, i TL pentru clasificarea subiect, ilor
cu AD, Tulburarea Cognitivă Us,oară Târzie (LMCI), MCI s, i CN, utilizând sect, iuni 2D
extrase din RMN ce cont, in Substant,a Cenus, ie (GM), obt, inând o acuratet,e de 0.9784.

Khan et al. [23] au introdus o abordare bazată pe TL pentru clasificarea multi-clasă
a AD (CN, Tulburarea Cognitivă Us,oară Timpurie (EMCI), LMCI s, i AD), utilizând
arhitecturile VGG16 s, i VGG19 pre-antrenate pe ImageNet [10]. Arhitectura VGG19 a
atins o acuratet,e de 0.9847, depăs, ind performant,a VGG16 (0.9712).

Sharma et al. [43] au utilizat TL în diagnosticarea AD pe un dataset compus din
6.200 de imagini cerebrale 2D de pe Kaggle [22]. Modelul propus, bazat pe o versiune
modificată a arhitecturii InceptionV3 [49], a obt, inut o acuratet,e de 0.9492.

3.1.3 Dataset s, i Preprocesarea Datelor

Preprocesarea init, ială, realizată de vendorii datelor, a cuprins aplicarea tehnicilor Grad-
warp, corectarea nonuniformităt, ii B1 s, i corectarea câmpului de bias N3. Ulterior, s-au
aplicat următoarele proceduri:

• Skull Stripping. Eliminarea t,esutului non-cerebral a fost realizată folosind o ret,ea
U-Net [41], a cărei implementare este disponibilă în pachetul DeepBrain [18].

• Sect, ionare (Slicing). Fiecare volum 3D a fost împărt, it în sect, iuni 2D axiale, coro-
nale s, i sagitale; pentru fiecare plan s-a păstrat doar treimea de mijloc a sect, iunilor.
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• Redimensionare. Fiecare imagine 2D a fost redimensionată la (256×256).

3.1.4 Metodologie de Antrenare

S-au investigat două arhitecturi DL: AlexNet s, i ResNet-152. Două seturi de date au fost
folosite: unul cu sect, iuni 2D extrase din imaginile RMN originale s, i altul cu sect, iuni
skull-stripped. S-a folosit politica 1-cycle [44, 45, 46] pentru modificarea dinamică a ratei
de învăt,are.

3.1.5 Rezultate

ResNet-152 a fost antrenat init, ial doar adaptând componenta de clasificare pentru task-ul
de clasificare binară, cu rezultatele prezentate în Tabelele 1 s, i 2. Cea mai mare acuratet,e
(0.998) a fost obt, inută pe sect, iuni de plan sagital, fără skull stripping.

Table 1: Rezultatele ResNet-152 cu sect, iuni originale. Tabel adaptat după [48].

Plan MRI Acuratet,e Timp de Antrenare Epoci
Axial 0.9969 1h 53s 13

Coronal 0.9821 18m 25s 5
Sagital 0.998 17m 9s 7

Table 2: Rezultatele ResNet-152 cu sect, iuni skull-stripped. Tabel adaptat după [48].

Plan MRI Acuratet,e Timp de Antrenare Epoci
Axial 0.908 56m 24s 12

Coronal 0.9783 49m 11s 13
Sagital 0.9592 17m 9s 7

În experimentul următor, s-a efectuat fine-tuning pe cel mai bun model (plan sagital,
fără skull stripping). Pentru a determina rata optimă de învăt,are, s-a utilizat politica 1-
cycle s, i un Learning Rate Range Test pentru identificarea threshold-ului maxim, conform
[45]. După trei epoci de antrenare exclusiv a componentei de clasificare a ret,elei, cu restul
layerelor frozen, acuratet,ea pe setul de date de test a atins 0.9976. Apoi, toate layerele
au fost unfrozen s, i modelul a fost antrenat încă două epoci, îmbunătăt, ind acuratet,ea de
la 0.998 la 0.9996.

AlexNet a fost antrenat urmând aceias, i pas, i. Tabelele 3 s, i 4 arată că performant,a
maximă înainte de pasul de fine-tuning (0.9662) a fost atinsă pe sect, iuni sagittale fără
skull stripping.
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Table 3: Rezultatele AlexNet cu sect, iuni originale. Tabel adaptat după [48].

Plan MRI Acuratet,e Timp de Antrenare Epoci
Axial 0.8954 2m 50s 17

Coronal 0.9416 2m 50s 17
Sagital 0.9662 1m 59s 17

Table 4: Rezultatele AlexNet cu sect, iuni skull-stripped. Tabel adaptat după [48].

Plan MRI Acuratet,e Timp de Antrenare Epoci
Axial 0.6774 40s 4

Coronal 0.7883 2m 40s 16
Sagital 0.8387 2m 20s 20

Pentru fine-tuning, s-a urmat aceeas, i procedură ca la ResNet-152. După antrenarea
doar a componentei de clasificare a ret,elei s, i apoi deblocarea tuturor straturilor (unfreez-
ing), modelul a ajuns la o acuratet,e de 0.9856, cu 0.194 mai mult decât cel mai bun model
AlexNet init, ial.

3.1.6 Concluzii

Studiul a investigat utilizarea TL pentru clasificarea AD vs. CN cu ajutorul ResNet-152
s, i AlexNet. Modelele antrenate pe imagini originale au depăs, it constant în termeni de
performant,ă pe cele antrenate pe imagini skull stripped, ceea ce sugerează că procesul de
skull stripping ar fi putut elimina informat, ii relevante sau introduce artefacte. AlexNet a
necesitat mai put, in timp de antrenare, dar ResNet-152 a atins o acuratet,e de clasificare
mai ridicată (până la 0.9996), datorită structurii mai profunde. Prin valorificarea mod-
elelor DL pre-antrenate, studiul a demonstrat că se pot obt, ine performant,e semnificative
chiar s, i cu seturi de date relativ mici.
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3.2 Autoencodere Convolut, ionale pentru Diagnosticarea Alzheimer
s, i a Tulburării Cognitive Us,oare

3.2.1 Introducere

Această sect, iune prezintă utilizarea unui Autoencoder Convolut, ional (CAE) 3D ca bază
pentru clasificarea volumelor cerebrale RMN în CN, MCI s, i AD. În plus, abordează
problema dezechilibrului de date între clase, frecvent întâlnită în imagistica medicală,
prin tehnici de oversampling, undersampling s, i augmentare de date.

3.2.2 State of the Art

În cercetarea realizată de Yagis et al. [52], un CAE 2D a fost folosit pentru extragerea
de reprezentări latente din imaginile RMN provenite dintr-un dataset Open Access Series
of Imaging Studies (OASIS) [31], urmat de un CNN pentru clasificarea AD vs. CN,
obt, inând o acuratet,e de 0.7466 pe un dataset independent.

Mansingh et al. [27] au comparat un model de tip CAE cu unul bazat pe Indepen-
dent Component Analysis (ICA) pentru diagnosticarea AD pe date Alzheimer’s Disease
Neuroimaging Initiative (ADNI), constatând că modelul CAE a obt, inut o acuratet,e de
0.9942, depăs, ind performant,a modelului ICA s, i realizând convergent,a într-un timp mai
scurt.

Hosseini-Asl et al. [16] au propus o abordare bazată pe modele CNN 3D, utilizând
un CAE 3D pre-antrenat pentru extragerea variat, iilor anatomice din imaginile RMN
ale subiect, ilor CN, MCI s, i AD. Fiecare layer al CAE a identificat feature-uri anatomice
specifice, precum volumul ventricular s, i grosimea corticală în diferite regiuni ale creierului.
După antrenarea autoencoderului, layere fully connected au fost atas,ate encoderului s, i
fine-tuned folosind date ADNI, obt, inând o acuratet,e de 0.976 pentru task-ul de clasificare
binară (AD vs. CN) s, i 0.891 pentru clasificarea multi-clasă (AD vs. MCI vs. CN).

3.2.3 Dataset s, i Preprocesarea Datelor

Experimentele au fost efectuate folosind imagini RMN (1.5T) din ADNI (ADNI1), cu 638
subiect, i (195 CN, 133 AD, 310 MCI), ret, inând numai prima vizită medicală a fiecărui
pacient, pentru a exclude un potent, ial bias rezultat din existent,a mai multor scanări ale
aceluias, i subiect. Preprocesarea init, ială, realizată de vendorii datelor, a cuprins aplicarea
tehnicilor Gradwarp, corectarea nonuniformităt, ii B1 s, i corectarea câmpului de bias N3.

Preprocesările ulterioare au inclus redimensionarea volumelor 3D la (256, 256, 184),
rigid registration specifică fiecărei clase s, i îmbunătăt, irea contrastului utilizând Contrast
Limited Adaptive Histogram Equalization (CLAHE). Figura 1 compară sect, iunile axiale
din RMN după preprocesare pentru AD, MCI s, i CN.
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Figure 1: Comparat, ie a sect, iunilor din plan axial după pasul de preprocesare pentru
categoriile AD, MCI s, i CN.

Pentru a gestiona dezechilibrul de date dintre clase, datasetul de antrenament a fost
echilibrat prin trei strategii:

• Standard Random Oversampling (SRO): Duplicarea datelor din clasele minoritare
până când numărul acestora a ajuns la nivelul clasei majoritare.

• Hybrid Sampling Strategy (HSS): Aplicarea unei tehnici mixte de undersampling
pentru clasa majoritară s, i oversampling pentru clasa minoritară, astfel încât numărul
de date să fie egal cu cel al clasei intermediare.

• Data Augmentation Strategy (DAS): Generarea de date noi prin ajustarea luminozităt, ii
s, i aplicarea de deformări elastice, până când s-a atins un număr de 300 de date pen-
tru fiecare clasă.

3.2.4 Arhitectura Autoencoderului Convolut, ional

În prima etapă, autoencoderul convolut, ional 3D a fost antrenat pe date neetichetate
pentru a învăt,a reprezentări relevante din dataset. Ulterior, au fost adăugate layere fully
connected encoderului, folosindu-se weight-urile pre-antrenate pentru clasificare. Din
motive ce t, in de resursele computat, ionale, fiecare volum a fost redimensionat la (128,
128, 92). Tabelul 5 prezintă arhitectura autoencoderului.

Componenta de clasificare atas,ată encoderului cont, ine un strat flatten, un strat dense
cu 128 de neuroni (Rectified Linear Unit (ReLU)) s, i un strat final softmax pentru clasi-
ficarea celor trei clase. Tabelul 6 sintetizează acest model.
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Table 5: Arhitectura Autoencoderului Convolut, ional

Tip Dim. kernel/pooling Filtre/Canale Dim. ies, ire Activare
Input Layer - 1 (128, 128, 92, 1) -
3D Convolution (3, 3, 3) 32 (128, 128, 92, 32) ReLU
Batch Normalization - - (128, 128, 92, 32) -
Max Pooling (2, 2, 2) - (64, 64, 46, 32) -
3D Convolution (3, 3, 3) 64 (64, 64, 46, 64) ReLU
Batch Normalization - - (64, 64, 46, 64) -
Max Pooling (2, 2, 2) - (32, 32, 23, 64) -
3D Convolution (3, 3, 3) 128 (32, 32, 23, 128) ReLU
Batch Normalization - - (32, 32, 23, 128) -
3D Convolution (3, 3, 3) 64 (32, 32, 23, 64) ReLU
Batch Normalization - - (32, 32, 23, 64) -
UpSampling3D (2, 2, 2) - (64, 64, 46, 64) -
3D Convolution (3, 3, 3) 32 (64, 64, 46, 32) ReLU
Batch Normalization - - (64, 64, 46, 32) -
UpSampling3D (2, 2, 2) - (128, 128, 92, 32) -
3D Convolution (3, 3, 3) 1 (128, 128, 92, 1) Sigmoid

Table 6: Arhitectura Modelului de Clasificare

Tip Dim. kernel/pooling Filtre/Canale Dim. ies, ire Activare
Input Layer - 1 (128, 128, 92, 1) -
3D Convolution (3, 3, 3) 32 (128, 128, 92, 32) ReLU
Batch Normalization - - (128, 128, 92, 32) -
Max Pooling (2, 2, 2) - (64, 64, 46, 32) -
3D Convolution (3, 3, 3) 64 (64, 64, 46, 64) ReLU
Batch Normalization - - (64, 64, 46, 64) -
Max Pooling (2, 2, 2) - (32, 32, 23, 64) -
3D Convolution (3, 3, 3) 128 (32, 32, 23, 128) ReLU
Batch Normalization - - (32, 32, 23, 128) -
Flatten - - (3014656) -
Dense - 128 (128) ReLU
Dense - - (3) Softmax

3.2.5 Rezultate

Autoencoderul a fost antrenat cu funct, ia de cost Mean Square Error (MSE) s, i Root Mean
Square Propagation (RMSProp), în timp ce clasificarea a folosit categorical cross-entropy
s, i Adaptive Moment Estimation (Adam).

S-au efectuat experimente separate pentru fiecare strategie de echilibrare a datelor
(SRO, HSS, DAS). Tabelul 7 rezumă performant,a autoencoderului (Validation Loss &
Test Loss), iar Tabelul 8 prezintă acuratet,ea clasificării pentru fiecare dataset.
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Validation Loss Test Loss
SRO 0.0478 0.0486
HSS 0.0533 0.0524
DAS 0.0598 0.0628

Table 7: Performant,a autoencoderului pe cele trei seturi de date.

Validation Acc Testing Acc
SRO 0.906 0.8984
HSS 0.8298 0.8672
DAS 0.7678 0.875

Table 8: Acuratet,ea clasificatorului pentru fiecare dintre cele trei seturi de date.

3.2.6 Concluzii

Modelul antrenat cu SRO a obt, inut cea mai mare acuratet,e (0.906 pe setul de validare
s, i 0.8984 pe cel de test), beneficiind de o distribut, ie echilibrată a claselor, fără distorsi-
uni semnificative. În schimb, strategia DAS a introdus transformări sintetice care, des, i
sporesc diversitatea, pot devia de la distribut, ia reală a datelor. Rezultatele obt, inute cu
HSS au fost intermediare, eliminarea unei părt, i din date prin undersampling conducând
la o scădere a diversităt, ii s, i, implicit, la o posibilă limitare a capacităt, ii de generalizare a
modelului.

3.3 O Aplicat, ie Android pentru Diagnosticarea Bolii Alzheimer

3.3.1 Introducere

Această sect, iune descrie dezvoltarea AlzDiagnostics, o aplicat, ie mobilă concepută ca un
instrument accesibil pentru diagnosticarea AD. Aplicat, ia integrează mai multe module
de evaluare, combinând testarea cognitivă s, i analiza imaginilor medicale pentru a oferi o
perspectivă preliminară asupra stării cognitive a utilizatorului. Concret, AlzDiagnostics
include: (1) un modul de evaluare cognitivă bazat pe testul MMSE; (2) un modul de
analiză a imaginilor RMN utilizând un model CNN; (3) un modul bazat pe modelul XG-
Boost, care combină informat, ii demografice (vârstă, gen, stare civilă, educat, ie, categorie
rasială) cu rezultatele testului MMSE.

AlzDiagnostics oferă un rezultat preliminar cu privire la un posibil diagnostic, dar nu
înlocuies,te evaluarea medicală de specialitate. Rezultatele acestui studiu au fost publicate
în [8].
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3.3.2 State of the Art

Zorluoglu et al. [54] au dezvoltat MCS, o aplicat, ie mobilă pentru screening cognitiv,
care include 33 de întrebări provenind din 14 teste cognitive diferite. Autorii au demon-
strat fiabilitatea aplicat, iei prin corelarea rezultatelor obt, inute cu cele ale testului cognitiv
MoCA.

Aplicat, ia MMSE [51], dezvoltată de Yasin Tanriverdi, oferă o implementare digitală
a testului MMSE, permit,ând atât personalului specializat, cât s, i altor utilizatori să ad-
ministreze eficient testul s, i să salveze răspunsurile pentru consultări ulterioare.

Nirjon et al. [30] au propus MOBI-COG, o aplicat, ie care automatizează testul Mini-
Cog [4], compus din memorarea a trei cuvinte, desenarea unui ceas la o oră specifică s, i
reamintirea ulterioară a celor trei cuvinte.

3.3.3 Modulul de Diagnosticare a Bolii Alzheimer

Evaluarea Testului MMSE
Unul dintre modulele-cheie ale aplicat, iei este testul MMSE, compus dintr-un set de

întrebări standardizate. Scorul maxim este de 30 de puncte, iar un scor sub 24 indică o
posibilă tulburare cognitivă. Rezultatele sunt stocate în aplicat, ie pentru monitorizare pe
termen lung.

Modul de Evaluare RMN
Al doilea modul de diagnostic permite utilizatorilor să încarce o imagine RMN folosind

camera telefonului. Imaginea este apoi analizată de un model CNN, iar rezultatul este
afis,at s, i salvat în baza de date. Figura 2 ilustrează pas, ii parcurs, i de utilizator pentru
încărcarea s, i analizarea imaginii RMN.

Figure 2: User experience pentru încărcarea s, i analiza unei imagini RMN. Imagine reuti-
lizată din [8].
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Model Socio-Demografic s, i Neuropsihologic
Al treilea modul de diagnostic utilizează un model XGBoost, având două surse prin-

cipale de date: scorul la testul MMSE s, i detaliile demografice introduse de utilizator la
crearea contului (vârstă, gen, stare civilă, educat, ie, categorie rasială). Aceste informat, ii
sunt procesate pentru a genera o predict, ie asupra stării cognitive a utilizatorului.

3.3.4 Dataset s, i Preprocesarea Datelor

Model Bazat pe RMN
A fost utilizat un dataset cont, inând 6.400 de imagini RMN provenite de pe platforma

Kaggle, împărt, ite în patru categorii (Non-Demented (ND), Veritably Mild Demented
(VMD), Mild Demented (MD), Moderate Demented (MOD)) [25]. Ca pas de preproce-
sare, fiecare imagine a fost redimensionată la 48×48 pixeli.

Model Socio-Demografic s, i Neuropsihologic
Acest model a fost antrenat pe un dataset din ADNI, care cont, inea 16.202 înregistrări

corespunzătoare unui număr de 2.425 de participant, i (etichetat, i ca CN, MCI sau AD).
Au fost ret, inute următoarele variabile: scorul MMSE, vârsta, genul, starea civilă, nivelul
de educat, ie s, i categoria rasială. Restul informat, iilor clinice au fost eliminate pentru a
corespunde structurii datelor de intrare.

3.3.5 Modele s, i Rezultate

Model CNN
Pentru clasificarea imaginilor RMN, experimentele s-au bazat pe un model CNN al-

cătuit din trei layere convolut, ionale alternate cu layere de max pooling, urmate de fully
connected layers. Modelul a fost antrenat utilizând optimizatorul Adam. Procesul de
antrenare a inclus testarea mai multor configurat, ii de hiperparametri, iar configurat, ia
finală a atins o acuratet,e de 0.98 pe setul de test.

Model Construit pe Baza Rezultatului MMSE s, i a Datelor Demografice
Mai multe experimente au fost realizate utilizând trei algoritmi ML — Naive Bayes,

RF s, i XGBoost — cu diferite configurat, ii de hiperparametri. Tabelul 9 prezintă rezul-
tatele configurat, iei finale pentru fiecare dintre algoritmi. XGBoost a obt, inut cea mai
bună performant,ă, ment, inând o acuratet,e de 0.76 inclusiv la testarea pe un set de date
independent provenit din OASIS.

Table 9: Performant,a modelelor ML – cea mai bună acuratet,e obt, inută

Model ML Acuratet,e
Naive Bayes 0.61
Random Forest 0.72
XGBoost 0.76
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3.3.6 Concluzii

AlzDiagnostics este o aplicat, ie mobilă dezvoltată pentru diagnosticarea timpurie a AD,
care integrează: un modul de testare cognitivă bazat pe MMSE, un model CNN pen-
tru analiza imaginilor RMN (acuratet,e de 0.98) s, i un model XGBoost care oferă un
diagnostic bazat pe rezultatul testului cognitiv MMSE s, i pe datele demografice ale uti-
lizatorului (acuratet,e de 0.76 pe setul OASIS). Aceste rezultate evident, iază potent, ialul
instrumentelor bazate pe Inteligent,ă Artificială (AI) în sprijinul diagnosticului timpuriu
al tulburărilor cognitive. Cu toate acestea, aplicat, ia propusă nu înlocuies,te evaluarea
medicală de specialitate.

3.4 Diagnosticarea Bolii Alzheimer prin Biomarkeri Sangvini s, i
Modele Bazate pe Arbori de Decizie Calibrat, i

3.4.1 Introducere

Această sect, iune propune o abordare bazată pe ML pentru diagnosticarea pacient, ilor
cu AD, utilizând biomarkeri sangvini neinvazivi. O analiză extinsă a literaturii de spe-
cialitate a evident, iat o corelat, ie semnificativă între boala Alzheimer s, i factori precum
genotipul APOE-ε4, nivelurile plasmatice de proteină tau s, i concentrat, iile de amiloid-
beta. Pentru realizarea experimentelor, au fost alese modele RF datorită echilibrului
optim pe care îl oferă între acuratet,e s, i interpretabilitate. De asemenea, au fost testate
variante calibrate, precum RF cu Platt scaling s, i CaliForest, pentru a obt, ine estimări
ale probabilităt, ilor de predict, ie cât mai apropiate de distribut, iile reale. În paralel, a
fost evaluat s, i algoritmul XGBoost ca alternativă competitivă la modelele RF. Prin val-
orificarea biomarkerilor sangvini, această abordare urmăres,te reducerea dependent,ei de
metodele invazive de diagnostic, ment, inând în acelas, i timp o precizie ridicată în clasifi-
carea pacient, ilor.

3.4.2 State of the Art

Luz et al. [26] au utilizat date din ADNI pentru clasificarea AD, comparând un set de
146 de proteine plasmatice cu un set extins care includea s, i biomarkeri LCR. Modelul
Support Vector Machines (SVM) antrenat pe setul combinat a obt, inut un AUC de 0.98.

Beltrán et al. [3] au utilizat un clasificator RF pentru a estima riscul de conversie de
la MCI la AD, pe baza biomarkerilor plasmatici, a scorurilor cognitive s, i a variabilelor
demografice, obt, inând un AUC de 0.71 pe un set de date cu 320 de pacient, i. Prin
adăugarea feature-urilor extrase din RMN, precum s, i a celor ce reflectă atrofia cerebrală,
valoarea AUC a crescut la 0.77.

Jia et al. [21] au investigat modele ML pentru diagnosticarea AD pe baza datelor
multimodale, incluzând factori sociodemografici, informat, ii de sănătate auto-raportate s, i
biomarkeri sangvini. Cel mai performant model—regresia logistică— a obt, inut o valoare
AUC de 0.818 atunci când toate categoriile de feature-uri au fost combinate. Din per-
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spectiva interpretabilităt, ii modelului, cei mai important, i cinci predictori au fost p-tau,
Neurofilament Light (NFL), vârsta, t-tau s, i nivelul de educat, ie.

3.4.3 Dataset

Au fost folosite date din ADNI, rezultate din combinarea a trei tabele:

1. ADNI Plasma Biomarker Data Table

Caracteristică Descriere

pT217_F Tau fosforilat la pozit, ia 217, indicator timpuriu în progresia AD

AB42_F Amiloid-beta 42 (Aβ42), proteină implicată în formarea plăcilor
în creier

AB40_F Amiloid-beta 40 (Aβ40), proteină implicată în patologia AD

AB42_AB40_F Raportul Aβ42/Aβ40, folosit în evaluarea riscului s, i progresiei AD

pT217_AB42_F Combinat, ia dintre pT217 s, i Aβ42, ce surprinde atât patologia tau,
cât s, i pe cea amiloidă

NfL_Q NFL, biomarker ce indică leziuni axonale s, i neurodegenerare

GFAP_Q Proteina acidă fibrilară glială (GFAP), indicator al
neuroinflamat, iei

Table 10: ADNI Plasma Biomarker Data Table: Feature-uri selectate

2. ADNI Merge Table

Caracteristică Descriere

AGE Vârsta participantului la vizita medicală (în ani)

APOE4 allele Biomarker genetic ce evaluează riscul AD, encodat ca 0 (absent)
sau 1 (prezent)

DIAGNOSIS Diagnosticul clinic: CN, MCI sau AD

Table 11: ADNI Merge Table: Feature-uri selectate & Target
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3. ADNI Laboratory Data Table

Caracteristică Descriere

RCT1 Bilirubină totală, indicator al funct, iei hepatice

RCT3 Gamma-Glutamil Transferaza (GGT), ce evaluează funct, ia hep-
atică

RCT4 Alanin Aminotransferaza (ALT), indicator al enzimelor hepatice

RCT13 Albumina, indicator relevant pentru statusul nutrit, ional s, i funct, ia
ficatului s, i rinichilor

RCT29 Bilirubină directă, asociată cu funct, ia hepatică s, i a căilor biliare

RCT1407 Fosfataza Alcalină (ALP), utilă în diagnosticarea afect, iunilor hep-
atice s, i osoase

RCT1408 Lactat Dehidrogenaza (LDH), ce indică leziuni tisulare s, i boli hep-
atice

Table 12: ADNI Laboratory Data Table: Feature-uri selectate

După îmbinarea tabelelor, datasetul a fost alcătuit din 260 de înregistrări (168 CN,
92 AD).

3.4.4 Antrenarea s, i Evaluarea Modelelor

Pentru antrenarea modelului RF, s-a folosit grid search pentru optimizarea hiperparametrilor
s, i îmbunătăt, irea performant,ei de clasificare. Modelul a fost configurat cu opt, iunea class
weight = balanced, pentru a mitiga dezechilibrul de date dintre clase, atingând o acuratet,e
de 0.8894 în cross-validation, 0.90 pe datasetul de test s, i o valoare AUC de 0.9240.

Calibrarea modelului RF a fost evaluată prin Brier Score Loss (0.0973) s, i Log Loss
(0.3330). Ulterior, modelul a fost calibrat utilizând Platt scaling, ceea ce a condus la o
acuratet,e de clasificare de 0.8846, un Brier Score Loss de 0.0882 s, i un Log Loss de 0.3133
(vezi Figurile 3 s, i 4).

Figure 3: Curba de calibrare înainte de
Platt scaling

Figure 4: Curba de calibrare după
Platt scaling
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Următorul experiment a implicat aplicarea modelului CaliForest [36], folosind hiper-
parametrii optimi obt, inut, i cu RF s, i Synthetic Minority Oversampling Technique (SMOTE)
[6] pentru echilibrarea datelor. Pe datasetul de test, acuratet,ea de clasificare a fost de
0.8654, cu un Brier Score Loss de 0.1022 s, i un Log Loss de 0.3542, înregistrând o us,oară
scădere a performant,ei s, i a calibrării fat,ă de varianta RF cu Platt scaling.

Experimentele cu modelul XGBoost, utilizând SMOTE pentru echilibrarea datelor s, i
grid search pentru configurarea optimă a hiperparametrilor, au condus la o acuratet,e de
test de 0.9230 s, i un AUC de 0.9232. Modelul a demonstrat o calibrare bună (Brier Score
Loss 0.0796, Log Loss 0.2935), depăs, ind astfel modelul RF calibrat (Brier Score Loss
0.0882, Log Loss 0.3133).

3.4.5 Concluzii

Aceste rezultate evident, iază potent, ialul ML în utilizarea biomarkerilor sangvini pentru
diagnosticul timpuriu al AD. Prin optimizarea hiperparametrilor, cel mai bun model
RF a obt, inut o acuratet,e de 0.90 (AUC 0.9240), în timp ce XGBoost a înregistrat o
acuratet,e de 0.9230 (AUC 0.9232). Experimentele de calibrare au arătat că Platt scaling
a îmbunătăt, it estimările probabilităt, ilor în RF, des, i a redus us,or acuratet,ea, pe când
XGBoost necalibrat a produs probabilităt, i bine calibrate. Modelul CaliForest a prezentat
rezultate us,or inferioare, cu o acuratet,e de 0.8654 s, i deviat, ii în curba de calibrare.

3.5 Utilizarea Feature-urilor Extrase din RMN pentru Predict, ia
Biomarkerilor din LCR s, i Diagnosticul Bolii Alzheimer

3.5.1 Introducere

Această sect, iune detaliază dezvoltarea unei solut, ii bazate pe ML pentru estimarea nivelurilor
biomarkerilor LCR s, i diagnosticarea AD, folosind feature-uri structurale extrase din imag-
ini RMN. În prima etapă, au fost analizate corelat, iile (Spearman) dintre aceste feature-uri
s, i biomarkerii LCR, iar ulterior au fost aplicate modele de regresie pentru estimarea val-
orilor biomarkerilor. Pentru task-ul de clasificare a AD, au fost antrenate modele ML pe
două dataseturi: unul cont, inând exclusiv feature-uri RMN, iar celălalt combinând aceste
feature-uri cu biomarkerii LCR.

3.5.2 State of the Art

Cacciaglia et al. [5] au investigat corelat, ia dintre raportul p-tau/Aβ42 din LCR s, i Volu-
mul Substant,ei Cenus, ii (GMV) la subiect, ii Cognitively Unimpaired (CU), descendent, i
direct, i ai pacient, ilor cu AD, observând o asociere pozitivă între cele două în mai multe
regiuni cerebrale.

Ott et al. [33] au analizat relat, ia dintre Volumul Ventricular (VV) s, i biomarkerii LCR
în stadiile preclinice s, i incipiente ale AD, observând că, la subiect, ii CN purtători ai alelei
APOE4, un volum ventricular crescut se corelează cu niveluri scăzute de Aβ în LCR, în

21



timp ce, la pacient, ii diagnosticat, i cu AD, acelas, i volum crescut se corelează cu niveluri
ridicate ale proteinei tau din LCR.

De Leon et al. [9] au identificat o corelat, ie inversă între volumul hipocampului s, i
nivelurile de p-tau231 din LCR, sugerând că reducerea volumului hipocampului este aso-
ciată cu o cres,tere a acestui biomarker.

3.5.3 Dataset s, i Preprocesarea Datelor

Datasetul utilizat a fost preluat din ADNI s, i a inclus 102 subiect, i diagnosticat, i cu AD
s, i 105 CN, pentru care au fost prelevat, i biomarkeri LCR prin punct, ie lombară s, i s-au
efectuat scanări RMN structurale. Imaginile au fost convertite în format NIfTI, corec-
tate pentru bias field, procesate prin skull stripping s, i aliniate ulterior, prin non-linear
registration, la template-ul MNI152 [13].

Feature-urile morfometrice au fost extrase cu ajutorul FastSurfer [15], iar un rezumat
al acestora este prezentat în Tabelul 13.

Table 13: Feature-uri Morfometrice Extrase din Imaginile RMN

Feature Descriere
Volum Hipocamp Volumul total al hipocampului, structură cerebrală esent, ială

pentru memorie, afectată precoce în AD
Densitate GM Densitatea substant,ei cenus, ii, un indicator al integrităt, ii neu-

ronale, afectată în bolile neurodegenerative precum AD
Volum LCR Ventricular Volumul lichidului cefalorahidian din ventriculi, care tinde să

crească pe măsură ce apare atrofia cerebrală
Volum Plex Coroid Volumul plexului coroid, structură responsabilă de producerea

lichidului cefalorahidian
Raport CSF Ventricular Raportul dintre volumul LCR ventricular s, i volumul cerebral

total, util în estimarea gradului de atrofie cerebrală
Volum Hipointensităt, i Substant,a Albă Volumul zonelor hipointense din substant,a albă (Substant,a

Albă (WM)), asociate cu degenerarea din AD
Cortex Entorhinal Stâng Grosimea cortexului entorhinal stâng, regiune afectată tim-

puriu în AD
Cingulat Posterior Stâng Grosimea corticală a cingulatului posterior stâng, regiune im-

plicată în procesele de memorie
Precuneus Stâng Grosimea corticală a regiunii precuneus stâng, implicată în

orientarea spat, ială s, i memoria episodică
Cortex Entorhinal Drept Grosimea cortexului entorhinal drept, implicat în procesele

memoriei
Cingulat Posterior Drept Grosimea corticală a cingulatului posterior drept, asociată cu

progresia bolii Alzheimer
Precuneus Drept Grosimea corticală a regiunii precuneus drept, implicată în

cognit, ie s, i patologia timpurie a AD
Volum Creier Volumul total al creierului segmentat, indicator general al

atrofiei cerebrale
Volum Subcortical GM Volumul substant,ei cenus, ii subcorticale, incluzând structuri

profunde implicate în funct, ii motorii s, i cognitive
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Pentru a asigura comparabilitatea s, i consistent,a valorilor biomarkerilor între indivizi,
s-a optat pentru utilizarea rapoartelor de volume cerebrale în locul valorilor absolute. De
asemenea, au fost calculat, i indicii de asimetrie pentru regiunile precuneus s, i entorhinal.
În plus, au fost incluse s, i rapoartele biomarkerilor din LCR, respectiv t-tau/Aβ42 s, i
p-tau/Aβ42.

3.5.4 Predict, ia Biomarkerilor din LCR Utilizând Feature-uri Extrase din
RMN

În prima etapă a analizei, s-a evaluat corelat, ia dintre feature-urile RMN s, i rapoartele
t-tau/Aβ42 s, i p-tau/Aβ42, utilizând coeficientul Spearman. Au fost identificate corelat, ii
negative cu volumul total al creierului, volumul subcortical al GM, raportul dintre volu-
mul hipocampului s, i cel cerebral total, grosimea cingulatului posterior s, i raportul dintre
volumul plexului coroid s, i cel ventricular. În schimb, raportul dintre volumul LCR ven-
tricular s, i volumul cerebral total a prezentat o corelat, ie pozitivă cu biomarkerii din LCR.

Pe baza rezultatelor acestei analize, au fost dezvoltate modele predictive utilizând
feature-urile extrase din RMN, care au prezentat asocieri semnificative cu biomarkerii din
LCR. Performant,ele obt, inute de modelele de regresie testate sunt rezumate în Tabelul 14.

Table 14: Performant,a Modelelor de Regresie

t-tau/Aβ42 p-tau/Aβ42
Model RMSE R2 RMSE R2

Linear 0.2267 0.1663 0.0230 0.1593
Lasso 0.2267 0.1666 0.0226 0.1891
Ridge 0.2310 0.1344 0.0230 0.1622
Random Forest 0.2203 0.2130 0.0217 0.2539

3.5.5 Diagnosticarea Bolii Alzheimer prin Biomarkeri Extras, i din RMN s, i
LCR

În această etapă, au fost antrenate modele ML pentru clasificarea AD vs. CN, uti-
lizând feature-urile RMN cele mai predictive — selectate pe baza analizei important,ei
feature-urilor din cel mai performant model de regresie (RF). Ulterior, au fost adăugate s, i
raporturile LCR (t-tau/Aβ42, p-tau/Aβ42), pentru a evalua îmbunătăt, irea performant,ei.
Rezultatele sunt sintetizate în Tabelele 15 s, i 16.
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Table 15: Performant,a Modelelor ML pe Setul RMN-Only

Model Acuratet,e Precizie Recall F1 Precizie Recall F1

(CN) (CN) (CN) (AD) (AD) (AD)

Logistic Regression 0.8293 0.86 0.83 0.84 0.79 0.83 0.81

Ridge Classifier 0.7805 0.82 0.78 0.80 0.74 0.78 0.76

Random Forest 0.7073 0.70 0.83 0.76 0.71 0.56 0.62

SVM 0.8293 0.83 0.87 0.85 0.82 0.78 0.80

XGBoost 0.8049 0.86 0.78 0.82 0.75 0.83 0.79

Gradient Boosting 0.7561 0.74 0.87 0.80 0.79 0.61 0.69

Table 16: Performant,a Modelelor ML pe Setul RMN+ LCR

Model Acuratet,e Precizie Recall F1 Precizie Recall F1

(CN) (CN) (CN) (AD) (AD) (AD)

Logistic Regression 0.9512 0.96 0.96 0.96 0.94 0.94 0.94

Ridge Classifier 0.9512 0.96 0.96 0.96 0.94 0.94 0.94

Random Forest 0.9512 1.00 0.91 0.95 0.90 1.00 0.95

SVM 0.9024 0.95 0.87 0.91 0.85 0.94 0.89

XGBoost 0.9512 1.00 0.91 0.95 0.90 1.00 0.95

Gradient Boosting 0.9024 0.95 0.87 0.91 0.85 0.94 0.89

Modelele antrenate exclusiv pe feature-uri RMN au atins performant,e moderate, cele
mai bune rezultate fiind obt, inute de Logistic Regression s, i SVM, cu o acuratet,e de clasi-
ficare de 0.8293. Adăugarea biomarkerilor LCR (tau/Aβ42, p-tau/Aβ42) a condus la o
îmbunătăt, ire semnificativă a performant,ei, majoritatea modelelor atingând o acuratet,e
de 0.9512.

3.5.6 Concluzii

Acest studiu a investigat potent, ialul feature-urilor structurale extrase din imagini RMN
de a estima biomarkerii colectat, i din LCR (tau/Aβ42 s, i p-tau/Aβ42), ca alternativă
non-invazivă la punct, ia lombară. Analiza corelat, iilor (coeficient Spearman) a evident, iat
asocieri ale biomarkerilor LCR cu raportul dintre volumul hipocampului s, i cel total cere-
bral, raportul dintre volumul LCR ventricular s, i volumul cerebral total, precum s, i cu
grosimea cingulatului posterior. Modelul de regresie RF a oferit cele mai bune rezul-
tate pentru estimarea biomarkerilor: RMSE = 0.2203 (R2 = 0.2130) pentru tau/Aβ42
s, i 0.0217 (R2 = 0.2539) pentru p-tau/Aβ42. În ceea ce prives,te clasificarea AD, mod-
elul Logistic Regression a obt, inut o acuratet,e de 0.8293 folosind doar feature-urile RMN,
valoare care a crescut la 0.9512 odată cu integrarea biomarkerilor LCR.
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4 ALTE PROIECTE DE CERCETARE

4.1 Ret,ele Neuronale Convolut, ionale pentru Detectarea Malariei
din Imagini Medicale

4.1.1 Introducere

Malaria este o boală infect, ioasă gravă s, i o problemă globală de sănătate, cu incident,ă cres-
cută în regiunile tropicale. Metodele tradit, ionale de diagnostic, precum microscopia s, i
Rapid Diagnostic Test (RDT), sunt limitate de necesitatea interpretării realizate de per-
sonal specializat s, i de sensibilitatea variabilă a testelor. Acest studiu propune o abordare
bazată pe DL pentru diagnosticarea malariei, utilizând un set de date furnizat de National
Institutes of Health (NIH), alcătuit din imagini segmentate de globule ros, ii. Două arhi-
tecturi CNN—un model personalizat s, i o ret,ea VGG16 pre-antrenată—au fost utilizate
pentru clasificarea celulelor parazitate versus cele neparazitate. Pentru a cres,te inter-
pretabilitatea modelului, au fost aplicate tehnici de Explainable AI, precum Gradient-
weighted Class Activation Mapping (GRAD-CAM) s, i Local Interpretable Model-Agnostic
Explanations (LIME).

4.1.2 State of the Art

Cercetări recente au evident, iat eficient,a CNN-urilor în detectarea malariei. Talukdar
et al. [50] au raportat o acuratet,e de 0.95 utilizând un CNN personalizat antrenat pe
imagini NIH ale globulelor ros, ii.

Rajaraman et al. [38] au explorat utilizarea unor modele CNN pre-antrenate pentru
extragerea de feature-uri în vederea diagnosticării malariei pe acelas, i dataset NIH, cel
mai performant model—ResNet-50—atingând o acuratet,e de 0.957.

Jameela et al. [20] au evaluat mai multe modele bazate pe TL pentru clasificarea
celulelor parazitate versus neparazitate, VGG19 obt, inând cea mai ridicată acuratet,e
(0.972).

4.1.3 Dataset s, i Preprocesarea Datelor

Datasetul utilizat a fost obt, inut de la NIH [32] s, i cont, ine 27.558 de imagini segmentate ale
globulelor ros, ii, etichetate manual de către un expert ca fiind parazitate sau neparazitate,
distribuite în mod egal între cele două clase. În etapa de preprocesare, fiecare imagine a
fost redimensionată la 128×128 s, i normalizată folosind min-max normalization. Pentru a
spori diversitatea datelor s, i capacitatea de generalizare a modelului, s-au aplicat tehnici
de augmentare (rotat, ie, flip, ajustări de saturat, ie s, i luminozitate), extinzând setul de
antrenament de la 22.046 la 132.276 de imagini.
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4.1.4 Modele

Au fost testate două arhitecturi CNN diferite:

• CNN Personalizat: Arhitectura propusă a fost alcătuită din patru blocuri
convolut, ionale, fiecare incluzând două layere convolut, ionale urmate de un strat max
pooling. Acestea au fost urmate de un fully connected layer (ReLU ), un layer de
regularizare prin dropout s, i un output layer cu activare sigmoid pentru clasificarea
binară. Principalii hiperparametri ai modelului—dimensiunea batch-ului, rata de
învăt,are, rata de dropout s, i numărul de filtre—au fost optimizat, i utilizând o strate-
gie de grid search.

• VGG16 Pre-Antrenat: Arhitectura VGG16, pre-antrenată pe setul de date Ima-
geNet, a fost adaptată progresiv prin fine-tuning, utilizând o strategie de layer-wise
unfreezing a layerelor ret,elei, pentru a permite ajustarea specifică task-ului de clasi-
ficare.

4.1.5 Rezultate s, i Explicabilitatea Modelelor

Rezultatele experimentale au indicat faptul că aplicarea tehnicilor de augmentare a
datelor a determinat o us,oară îmbunătăt, ire a performant,ei modelului CNN personalizat,
crescând acuratet,ea de la 0.964 la 0.9651. În ceea ce prives,te arhitectura VGG16, fine-
tuning-ul progresiv—prin unfreezing-ul treptat al unui număr tot mai mare de layere—s-a
dovedit eficient, modelul complet ajustat atingând o acuratet,e maximă de 0.9669.

Pentru a spori transparent,a deciziilor modelului, au fost aplicate tehnici de explica-
bilitate precum GRAD-CAM s, i LIME. Figura 5 arată că, în cazul celulelor parazitate,
LIME evident, iază regiuni cu structură neregulată, utilizate de model în procesul de clasi-
ficare, iar GRAD-CAM subliniază o zonă localizată cu activare intensă, ce corespunde
potent, ialilor markeri biologici ai infect, iei.

4.1.6 Concluzii

Acest studiu a demonstrat faptul că atât modelul CNN personalizat, cât s, i arhitectura
VGG16 fine-tuned pot distinge eficient între celulele infectate s, i cele neinfectate, atingând
o acuratet,e de până la 0.9669. Tehnicile de explicabilitate GRAD-CAM s, i LIME au
confirmat că modelul CNN utilizează feature-uri relevante din punct de vedere biologic
în procesul de clasificare.
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Figure 5: Explicat, ii vizuale ale deciziei modelului pentru o celulă parazitată, generate cu
LIME s, i GRAD-CAM. Imagine reutilizată din [37].
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5 CONCLUZII S, I DIRECT, II VIITOARE DE CERC-
ETARE

Studiul de fat,ă demonstrează eficient,a metodelor bazate pe ML în sprijinul diagnosticului
AD, subliniind important,a detectării timpurii.

Abordarea bazată pe TL aplicată clasificării sect, iunilor 2D din volumele RMN pentru
diferent, ierea între AD s, i CN a evident, iat superioritatea modelelor antrenate pe imagini
originale fat,ă de cele preprocesate prin skull stripping, ResNet-152 obt, inând o acuratet,e
de 0.9996.

De asemenea, un CAE 3D a fost utilizat pentru clasificarea multi-clasă a imaginilor
RMN (CN, MCI, AD), iar strategia de echilibrare a datelor SRO a condus la cele mai
bune rezultate, cu o acuratet,e de 0.906 pe setul de validare s, i 0.8984 pe setul de test.

Aplicat, ia mobilă AlzDiagnostics, care integrează un modul de analiză bazat pe ret,ele
CNN (acuratet,e de 0.98) pentru interpretarea imaginilor RMN, precum s, i un modul care
utilizează clasificatorul XGBoost, antrenat pe scorul testului cognitiv MMSE s, i variabile
demografice (acuratet,e de 0.76), evident, iază potent, ialul integrării evaluării neuroimagis-
tice s, i cognitive în diagnosticul timpuriu al bolii Alzheimer.

În continuare, a fost investigată utilizarea biomarkerilor sangvini pentru diferent, ierea
între AD s, i CN. Experimentele desfăs,urate cu modelele RF, XGBoost s, i cu tehnicile de
calibrare (Platt scaling, CaliForest) au evident, iat existent,a unor biomarkeri sangvini s, i
indicatori hepatici semnificativ corelat, i cu patologia AD, cel mai performant model fiind
XGBoost, care a atins o acuratet,e de clasificare de 0.9230.

Studiul de fat,ă a evaluat, de asemenea, potent, ialul estimării biomarkerilor prelevat, i
din LCR pe baza feature-urilor morfometrice extrase din imagini RMN. Analiza de
corelat, ie utilizând coeficientul Spearman a evident, iat asocieri semnificative între anumit, i
parametri volumetrici s, i raporturile tau/Aβ42 s, i p-tau/Aβ42. Pe baza acestor corelat, ii,
modelul RF a obt, inut o valoare RMSE de 0.2203 (R2 = 0.2130) pentru estimarea rapor-
tului tau/Aβ42 s, i 0.0217 (R2 = 0.2539) pentru p-tau/Aβ42. În ceea ce prives,te task-ul
de clasificare AD vs. CN, modelele antrenate exclusiv pe feature-uri RMN au atins o
acuratet,e de 0.8293, care a crescut semnificativ la 0.9512 prin integrarea biomarkerilor
LCR.

În final, un studiu colateral derulat în cadrul acestei cercetări a evident, iat aplicabili-
tatea modelelor CNN în diagnosticarea malariei pe baza imaginilor microscopice ale glob-
ulelor ros, ii. Arhitectura VGG16, supusă unui proces de fine-tuning, a atins o acuratet,e
de 0.9669, în timp ce modelul CNN personalizat a obt, inut o acuratet,e comparabilă, de
0.9651. În plus, tehnicile de interpretabilitate, precum Grad-CAM s, i LIME, au confirmat
faptul că modelul personalizat se bazează pe feature-uri relevante din punct de vedere
biologic în procesul decizional.

Direct, iile viitoare de cercetare includ extinderea dataseturilor s, i integrarea unor surse
de date multimodale—precum imagistica PET, RMN Funct, ional (fMRI) s, i date clinice din
Electronic Health Records (EHR)—cu scopul de a îmbunătăt, i capacitatea de generalizare
a modelelor dezvoltate. O altă direct, ie importantă constă în adaptarea s, i extinderea
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abordărilor propuse pentru detect, ia MCI, având în vedere că o parte dintre experimente
s-au concentrat exclusiv pe clasificarea binară (AD vs. CN). În plus, pot fi investigate
tehnici avansate de augmentare a datelor, cum ar fi cele bazate pe Generative Adversarial
Networks (GAN), pentru generarea de imagini RMN sintetice s, i echilibrarea claselor în
seturile de date dezechilibrate.
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